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水下目标多模态深度学习分类识别研究
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摘要 水下目标的分类识别对于水声探测具有重要意义。该文提出一种水下目标多模态深度学习分类识别方

法。针对水声信号的一维时域模态和二维频域模态特征建立一种多模态特征融合的深度学习结构，结合长短

时记忆网络和卷积神经网络的优点，对一维时域信号和二维频谱信号分别进行并行处理，对输出进行典型相

关分析，形成特征融合表示，并利用相邻帧的相关性进行参数优化。利用实测水声信号对算法进行了验证。结

果表明：提出的算法对于水下目标识别的精度有显著的提高。
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Abstract Underwater target recognition has great significance for underwater acoustic detection. The mul-
timodal underwater target recognition method was proposed based on deep learning. Due to the time domain
features and frequency domain features, a multimodal structure was proposed to incorporate the long short-
term memory neural network and convolution neural network. The time domain modal and frequency domain
modal were processed respectively, the output of those networks was generated as feature fusion by canonical
correlation analysis method. The temporal coherence of adjacent signal frame was utilized to improve the
recognition accuracy. The experiments were implemented based on measured underwater acoustic signal. The
results show that the proposed method improves the accuracy of underwater target recognition significantly.
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0 引言

水声技术的快速发展使得观测数据迅速增长，

如何建立基于水声观测数据的水下目标识别方法

一直是水声工程领域的研究热点。如今水声探测技

术朝着多源、多模态的方向发展，迫切需要寻找多

源数据中隐藏的目标本质特性，实现对水下目标的

特征提取与分类识别。水下目标的分类识别本质上

属于模式识别的范畴，机器学习方法是水下目标识

别的主要方法，且目前已经从浅层学习发展为深度

学习 [1]。

传统的浅层学习方法本质上是对数据进行非

线性特征变换，如多层感知机模型、支持向量机

(Support vector machine, SVM)模型 [2]、高斯混合

模型 [3]、条件随机场模型 [4]等。浅层学习的前提是

特征工程，学习模型一般将特征工程提取的特征向

量通过非线性数据映射得到分类边界。因此，浅层

学习适合解决特征提取容易、约束具体的分类问题，

对于特征工程较难的数据分类效果往往不好，此外，

浅层学习的参数无法自适应，因此其自纠错能力欠

缺 [5]。

深度学习理论较好地克服了浅层学习依赖特

征工程和自适应欠缺的缺点，其能够进行参数自

适应学习，且可以表征高维复杂函数，提取目标

的深层特征，因此可以获得更多关于目标的有用

信息 [6]。深度学习最为典型的模型是长短时记忆

(Long short-term memory, LSTM)网络 [7]和卷积

神经网络 (Convolution neural network, CNN) [8]，

LSTM模型适合处理时序数据，如语音信号、自然语
言序列等，而CNN模型则适合处理图像信息 [9]。

随着水声工程技术的飞速发展，一方面水声信

号数据积累日益增加，另一方面又对水声信号处理

方法提出了新的要求，如在水下目标的分类识别方

面，采用何种信号处理手段高效地处理积累的水声

信号数据是需要研究的问题，目前已有将深度学习

方法应用到水下目标分类识别的尝试 [10−14]。但其

应用是基于水声信号的单一模态进行处理，对于水

声信号而言，一维时域信号和二维时频谱信号均能

够为目标识别提供重要信息，将多模态的水声信号

进行融合有利于水下目标的分类识别。事实上，多

模态信息融合处理方法在视频处理领域应用非常

广泛 [15−17]。

基于上述分析，本文提出一种适合水声信号处

理的多模态目标识别方法，综合LSTM的语音识别
能力和CNN的图像处理能力，建立LSTM和CNN
的共享关联表示，充分利用水声信号不同维度的融

合特征，提高目标分类识别能力。

1 水下目标多模态深度学习识别理论

水下目标识别的关键是水声信号的特征提取，

典型的特征提取有时域信号过零点分布、功率谱特

征、线谱特征、听觉域特征、时频谱特征等。由于水

声环境的复杂性导致水声信号复杂多变，依靠单一

特征模态处理往往难以得到较好的效果，将多模态

特征融合利用能够有效增加目标识别能力：即将水

声信号的一维时域模态与二维时频谱模态分别作

为两种特征模态输入，使用不同的深度网络处理结

构进行并行处理，再将这种异构处理得到的高层特

征进行关联共享用于目标分类识别。

1.1 CNN深度学习模型
CNN是一种典型的深度学习模型，从 20世纪

60年代提出以来，CNN模型得到了快速发展并成
为时下最为成功和流行的深度学习模型之一。CNN
具有稀疏交互、参数共享和等变表示的优点，擅长

处理二维图像数据。CNN通过卷积核完成特征的
局部提取，然后通过池化降采样完成特征映射，特

征逐层抽象提取与映射使得CNN能够得到比浅层
学习更为抽象稳定的特征，因此特征提取与映射是

CNN最为关键的处理流程。典型的CNN网络结构
如图1所示。

CNN处理流程中，每个卷积层Cl对N l−1层的

输入位面Zl−1
1,··· ,N l−1进行线性滤波，滤波器为卷积

核Kl × Kl，该层卷积层输出位面为Dl−1 × Dl−1，

输出为Zl
1,··· ,N l位面中任选N l层，N l在 pth位面中

位置 (x, y)处的计算值为

Zl
p(x, y) = blp +

∑
q

Kl∑
s=l

Kl∑
t=l

wl
p,q,s,t

× Zl−1
q (i− 1 + s, j − 1 + t), (1)

式 (1)中，偏置 blp和卷积核权重wl
p,q,s,t通过反向传

播 (Back propagation, BP)算法进行优化。本文利
用CNN处理二维时频模态水声数据。
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图 1 典型的CNN网络结构示意图
Fig. 1 The structure of CNN

1.2 LSTM深度学习模型
LSTM本质上属于循环神经网络 (Recurrent

Neural Network , RNN)，是深度学习领域较为成
功的算法。传统的循环神经网络无法在较长时间跨

度上对特征进行关联存储，在参数优化过程中面临

着梯度消失的局限性，LSTM网络能够有效克服传
统RNN网络的缺点，其能够充分利用一维时域数
据之间的相关性，形成类似于马尔科夫推理链结构。

LSTM通过引入“门”结构实现对信息的有效存储
和利用。典型的LSTM单元如图2所示。

在LSTM结构中，“遗忘门”(Forget gate)决定
网络从细胞 (cell)状态中丢弃何种信息，遗忘门会
读取a⟨t−1⟩和x⟨t⟩，然后输出一个介于 0到 1之间的
数值给细胞状态 c⟨t−1⟩，其中 1表示信息完全保留，
而0表示信息完全舍去。遗忘门的输出表示为

fgate = σ(Wf · [a⟨t−1⟩, x⟨t⟩] + bf ), (2)

式 (2)中，Wf为权值，a
⟨t−1⟩为上一个细胞输入，x⟨t⟩

为当前细胞输入，σ表示 sigmoid函数，bf为偏置。
“更新门”(Update gate)用于决定让多少新信

息加入到当前的细胞状态中，更新的动作分两步完

成：首先使用 sigmoid层决定哪些信息需要更新，然
后利用 tanh层提取备用更新内容，最后将两个步骤
进行融合。更新门的具体过程表示为

igate = σ(Wi · [a⟨t−1⟩, x⟨t⟩] + bi), (3)

Ctanh = tanh(WC · [a⟨t−1⟩, x⟨t⟩] + bC), (4)

Ct = fgate ∗ Ct−1 + igate ∗ Ctanh. (5)

“输出门”(Output gate)用于确定细胞最终的
输出信息。过程分为两步：首先是更新门的输出经

过 sigmoid层决定哪些信息用于输出，然后将该信
息通过 tanh层得到最终输出。输出门的具体过程
表示为

Ogate = σ(WO · [a⟨t−1⟩, x⟨t⟩] + bO), (6)

a⟨t⟩ = Ogate ∗ tanh(Ct), (7)

式 (3) ∼ 式 (7)中，Wi、WO和WC为权值，bi、bC

和 bO为偏置。通过BP 算法更新参数。本文使用
LSTM方法处理一维水声时域数据。

Forget gate
update 

gate tanh
output 
gate

* 

* * 

tanh

x<t>

y<t>

a<t֓>

c<t֓> c<t>

a<t>

softmax

图 2 LSTM网络结构示意图
Fig. 2 The structure of LSTM
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1.3 融合自编码与关联分析的异构学习

基于特征融合的出发点是将水声信号描述为

一维时域特征模态和二维时频模态，模型的输入是

时域帧和频谱帧。采用稀疏表示的深度自编码多模

态学习方法处理水声信号。深度自编码网络 (Deep
auto-encoder, DAE)是一种无监督逐层贪心训练算
法，其能够从无先验信息的数据中提取数据的高维

特征，主要结构为编码器、隐含层和解码器。考虑到

水声信号在不同特征模态上的稀疏性，将稀疏理论

用于深度自编码算法，即在编码器的隐含层添加约

束用于提取高维数据变量的稀疏因子，且保留了输

入的非零特征，使算法的鲁棒性更强，有利于增强数

据的线性可分性。

融合自编码与关联分析的异构学习模型分为

输入层、共享表示层和输出层。输入层中，输入为

一维时域模态和二维频谱模态。其中时域模态利用

LSTM进行特征训练，二维频谱模态采用CNN进
行特征训练。共享表示层中，基于特征融合的思想，

使用典型相关分析 (Canonical correlation analysis,
CCA)将LSTM提取的一维时域特征与CNN提取
的二维频谱特征进行融合关联，形成融合特征矩阵。

所谓典型相关分析是指将较多变量转换为较少典

型变量，通过典型相关系数综合描述多元随机变量

之间关系的统计分析方法。在输出层中，给出水声

信号的分类识别结果。

2 水声信号特征模态时间相关特性参数优化

在水声信号分析过程中，连续的时间帧或频谱

帧中相邻帧大概率包含有相同目标的特征，也就是

说相邻的信号帧具有相关性，有效挖掘和利用这种

相关性便能够显著提高水下目标的分类识别能力，

事实上利用时间相关性来提升目标识别准确率的

方法已得到研究者的重视。

对水声信号而言，将二维频谱特征模态作为输

入，利用CNN算法进行特征提取和分类识别，可以
利用相邻帧之间的相关性优化训练参数。若不考虑

相邻帧的相关性，CNN从水声信号频谱帧图中随机
抽取部分作为训练样本，记为 ⟨(xn, yn)⟩n=1,··· ,N，其

中xn表示输入的频谱图像帧，yn 为先验标签信息，

为优化网络参数，建立似然函数L(θ)，待优化参数

为 θ。通常利用BP 算法对参数进行优化。

L(θ) = −
N∑

n=1

lgPθ(yn|xn). (8)

为了提升识别率，考虑利用相邻帧之间的相关

性，令x1、x2表示相邻两帧频谱图，则二者在隐含层

中产生的特征映射表示为 zlθ(x1)和 zlθ(x2)，使用L1

规范描述二者的相邻关系：

||zlθ(x1)− zlθ(x2)||1, 若 x1 和 x2 连续, (9)

max(0, δ − ||zlθ(x1)− zlθ(x2)||1),

若 x1 和 x2 不连续, (10)

其中，δ表示边缘尺寸，是基于先验选取的超参数。

将x1、x2输入CNN，使二者网络结构共享参数 θ，得

到特征映射 zlθ(x1)和 zlθ(x2)后，通过式 (9)和式 (10)
计算出关于 θ的相关梯度Lcoh(θ, x1, x2)，基于BP
算法对 θ进行更新，这样便充分利用了相邻频谱帧

之间的相关性。

3 利用时间相关的多模态深度学习算法

基于时间/频谱相关性的多模态深度学习流程
如图3所示。

LSTM CNN

CCA

softmax

图 3 多模态模态网络结构示意图

Fig. 3 The structure of heterogeneous multi-
modal network

如图 3所示，将水声信号的一维时域特征模态
采用LSTM模型处理，将二维频谱特征模态采用
CNN模型处理，各自输出的特征映射进行典型相
关分析，得到参数共享表示，形成特征融合矩阵，

最后利用深度稀疏自编码网络进行目标的分类识

别。利用时间相关性的多模态学习模型本质上是对

LSTM和CNN的联合概率模型进行优化。具体算
法如下：
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输入: 带标签的训练样本，包含一维时域样本和二维频谱样本

输出: 网络优化参数 θ，连接参数w，分类识别标签，识别概率

for 训练样本集

step1:随机选取 1个训练样本集中的带标签样本；

step2:针对一维时域样本输入，执行一次梯度下降迭代优化LSTM连接参数w；

step3:针对二维频谱样本输入，若为连续的样本，则执行一次梯度下降迭代优化似然函数L(θ)；

step4:针对二维频谱样本输入，如为非连续样本，则执行一次梯度下降迭代优化似然函数Lcoh(θ, x1, x2)；

step5:针对一维时域样本输入，再次执行一次梯度下降，迭代优化LSTM中的连接参数w。固定连接参

数w，通过优化 θ使得LSTM和CNN的联合概率模型P 达到最大。

end

直到：迭代训练的误差小于设定的阈值

该算法充分利用水声信号帧之间的相关性，通

过不同模态之间的训练迭代交替更新网络参数，能

够有效地对多模态特征进行融合，从而有效提高分

类识别精度。

4 试验验证

为了验证多模态深度学习方法在水下目标分

类识别中的性能，本文利用 5类合作水声目标辐射
噪声数据进行算法验证。其中，3类为水面舰船，2
类为水下高速航行体。每类目标有 5段信噪比不同
的时域信号，通过人工加噪的方式使得同一目标时

域信号的信噪比分别为12 dB、6 dB、0 dB、−6 dB、
−12 dB。信号的采样率为12 kHz。通常的关于水下
目标识别的论文之中，训练集与测试集来自于同一

段时域信号，而在本文实验中，并未采用“留出法”

将样本集划分为互斥的两类集合，本文的训练集与

测试集不是取自同一段时域信号，具体的取法是对

每一类目标不同的时间段的 5段时域信号，选取其
中的M段时域信号作为训练集，选择N段作为测

试集，那么训练 -测试比为M : N，这样便保证了训

练集和测试集数据不属于同一段时域信号。

实验一：训练 -测试比实验
训练 [12 dB, 0 dB,−6 dB, −12 dB]：测试比

[6 dB] = 4 : 1时，样本制作方法如下：
(1) 一维时域信号Dataset：采用分帧处理将时

域信号截断成训练样本，信号分帧长度为 60 ms，相
邻帧之间重叠率为 50%。每类目标的每段时域信号
制作为 6000个帧训练样本。每类水声目标选取4段
信号作为样本，1段信号作为测试样本，则训练集样
本为24000，测试集样本为 6000，训练样本与测试样
本比例为4 : 1。

(2) 二维频谱Dataset：利用尺度不变特征变换
(Scale-invariant feature transform, SIFT)制作声谱
图，将 10帧数据做频谱分析得到一张二维频谱样
本，二维样本帧重叠率为 80%。与一维时域样本类
似，最后生成的训练集总样本数为42472。测试集样
本数为10668，测试样本与训练样本比例为4 : 1。

将多模态深度学习模型与SVM、CNN以及
LSTM网络识别方法进行分类识别率比较。其中
SVM 采用高斯核函数，惩罚因子C的选择依赖于

多次试验，惩罚因子越大，表示分类方法不能容忍

出现误差，但是容易出现过拟合，当惩罚因子越小

时，表示分类模型对误差的宽容度较强，但容易出现

欠拟合，经过多次优化测试，选择惩罚因子为 67.3，
训练步数设置为 200。CNN设置两层卷积层，一层
池化层和一层全连接层。激活函数为ReLU，两层
卷积层的节点数分别设置为 16和 32，卷积核大小
分别为 5 ∗ 5和 3 ∗ 3，池化层卷积核大小为 3 ∗ 3，一
层全连接层，采用Softmax输出层，输出节点为 5，
学习率设置为 10 × 10−5，epoch 为 10000步，迭代
直到达到设定阈值。LSTM网络参数中，一维信号
进行输入时首先进行归一化处理，动量因子设置

0.95，衰减因子设为 0.1，初始门控设置为 0，采用
L1正则化方法，激活函数为 sigmoid，学习速率设
置为 0.01，输入向量维度为 2，隐含层维度为 32，输
出层维度为 1，迭代 10000步。多模态深度学习模
型的两种模态输入参数设置与上述一致，CCA 特
征融合时初始迭代因子设置为 2，参数共享后，对
特征向量进行深度自编码分类识别，自编码网络

选择堆栈自编码 (Stacked auto-encoder, SAE)。采
用Tensorflow 深度学习框架 [18] 进行训练。采用英

伟达丽台K4200 GPU加速，每个模型训练时间达
到 6 h。该训练 -测试比条件下的结果如表 1所示，
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其中识别率=(测试集中正确分类样本数)/测试集
总样本数。

表1 识别率比较

Table 1 Comparison of recognition rate

一维时域数据集 二维声谱图集

SVM 73.2% 78.2%

CNN — 85.4%

LSTM 87.2% —

多模态深度学习模型 96.4%

由表 1可以看出，深度学习方法分类识别率均
比传统的机器学习方法高，采用SVM对一维数据
集和二维数据进行分类识别的精度分别为 73.19%
和 78.23%，而采用CNN对二维频谱数据集测试的
精度达到 85.36%，采用LSTM网络对一维时域数据
集的分类精度达到 87.17%，即采用单一模态深度学
习模型的分类识别精度比传统机器学习方法提升

至少 7%；采用多模态深度学习方法在同样数据集
下，分类识别率又优于单一模态的深度学习方法，识

别率提升至少8%，误差率只有3.65%。
训练 [12 dB, 0 dB, −12 dB]：测试比 [−6 dB,

6 dB] = 3 : 2时，样本制作方法与训练测试比为
4 : 1时样本制作方法一致，即一维时域信号Dataset
训练集样本为 18000，测试集样本为 12000，训练样
本与测试样本比例为 3 : 2，二维频谱Dataset训练
集总样本数为 32004，测试集样本数为 21336，测试
样本与训练样本比例为 3 : 2。四种分类识别方法的

参数与训练测试比为 4 : 1时分类方法参数基本一

致，不同之处在于，在测试比为 3 : 2 时，SVM 惩
罚因子为 54。该训练 -测试比条件下的结果如表 2
所示。

表2 识别率比较

Table 2 Comparison of recognition rate

一维时域数据集 二维声谱图集

SVM 63.5% 65.7%

CNN — 80.3%

LSTM 81.4% —

多模态深度学习模型 90.6%

由表 2可以看出，深度学习方法分类识别率均
比传统的机器学习方法高，采用单一模态深度学习

模型的分类识别精度比传统机器学习方法提升至

少 7%；采用多模态深度学习方法在同样数据集下，
分类识别率又优于单一模态的深度学习方法，识别

率提升至少9%，误差率只有9.4%。
通过表 1和表 2的比较可以看出，在不同的训

练 -测试比条件下，深度学习模型的分类识别率均优
于SVM模型，而多模态深度学习模型的分类识别
率又优于单一模态的深度学习模型；此外，随着训练

测试比变大，四类分类模型的识别率均下降，这是由

于训练样本量降低所导致的。

实验二：测试集信噪比实验

为了验证本文提出的多模态识别方法的鲁棒

性，改变测试样本的信噪比，通过识别率的变化判

断模型的鲁棒性。实验一中，给出了训练集 [12 dB,
0 dB, −6 dB,−12 dB]：测试集 [6 dB] = 4 : 1时的识
别率，如表1所示。表3给出了训练集 [12 dB, 6 dB,
0 dB, −12 dB]：测试集 [−6 dB] = 4 : 1时的识别率，
表 4给出了训练集 [12 dB, 6 dB, 0 dB, −6 dB]：测
试集 [−12 dB] = 4 : 1时的识别率结果。其中，测试
集的信噪比依次下降6 dB。实验中参数与实验一基
本一致。

表3 识别率比较

Table 3 Comparison of recognition rate

一维时域数据集 二维声谱图集

SVM 71.5% 73.7%

CNN — 81.3%

LSTM 85.4% —

多模态深度学习模型 92.6%

表4 识别率比较

Table 4 Comparison of recognition rate

一维时域数据集 二维声谱图集

SVM 63.2% 64.3%

CNN — 77.4%

LSTM 77.8% —

多模态深度学习模型 88.5%

通过表 3和表 4结果可以看出，随着测试样本
的信噪比降低，单一模态深度学习模型识别率依然

优于SVM 模型，多模态深度学习模型识别率优于
单一模态深度学习模型；随着测试集信噪比的降低，

四种分类模型的识别率均下降，其中，SVM模型的
识别率下降最为剧烈，从 6 dB到−12 dB，下降最
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大达 13.9%，单一深度学习模型识别率下降最大可
达9.3%，多模态深度学习模型识别率最大下降小于
8%。在测试集为−12 dB 时，多模态深度学习模型
识别率达到 88%以上，依然具有较好的分类识别效
果，说明多模态深度学习模型的鲁棒性优于SVM
模型和单一模态深度学习模型。

通过实验一和实验二可以看出，在不同测试比

和信噪比条件下，多模态深度学习模型识别率均优

于传统机器学习模型和单一模态深度学习模型。

5 结论

随着水声科学数据量的积累，迫切需要借鉴机

器学习方法对数据处理，如进行水下目标分类识别。

本文利用统计机器学习思想，对CNN和LSTM网
络深度学习方法进行分析，从数据空间关联和特征

融合的角度考虑，建立了水下目标多模态深度学习

分类识别方法，充分利用了水声信号不同模态之间

的特征，对融合特征进行共享关联表示，并基于信号

的时间相关性优化了训练模型。利用实际的水声目

标辐射噪声数据对算法进行了验证，将其分类识别

性能与传统机器学习方法和单一模态深度学习方

法进行了比较，结果表明本文提出的多模态深度学

习方法的有效性和优越性，该方法为水下目标分类

识别提供了新思路。
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